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利用模拟数据进行遥感图像目标检测模型训练
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摘  要：遥感图像目标检测技术应用广泛，但是训练数据获取受到天气、政策等限制且标注成本高昂，然而由计算机渲染

得到的模拟数据生成速度快且成本低，因此将模拟数据应用于遥感图像目标检测模型训练。首先，基于《侠盗猎车手 5》
提出了自动获取图像及其标注的模拟数据采集系统，快速构建大规模遥感图像目标检测模拟样本集；然后，通过构建循

环生成对抗网络将模拟遥感图像风格迁移至真实遥感图像；最后，在真实数据集 UCAS-AOD 和 NWPU VHR-10 上评估

了所提方法的有效性。结果表明，风格迁移减小了模拟数据与真实数据之间的域差异，将迁移后的模拟样本集用于预训

练可提升检测精度，在 Faster R-CNN 和 YOLOv8 上的平均精度最高分别提升了 27.9% 和 18.5%。所提方法减小了遥感

图像目标检测训练集的构建成本，可以为真实标注数据不足的场景提供有价值的解决方案。
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Abstract： Objectives: Object detection in remote sensing images is widely used, but the cost of training set 
labeling is high and the image acquisition is limited by weather conditions and policies. However, synthetic 
data generated by computer rendering is fast and low-cost. Therefore, this paper proposes an object detec⁃
tion method in remote sensing images by utilizing synthetic data. Methods: First, a synthetic data collec⁃
tion system is developed based on Grand Theft Auto V (GTA5) to automatically obtain images and their an⁃
notations. And we construct a large-scale synthetic dataset named GTA5-Vehicle, which includes 29 657 
instances of vehicles for object detection in remote sensing images. Then, the synthetic image style istrans⁃
ferred to real image style by constructing a cycle-consistent adversarial network while preserving their con⁃
tent. Finally, the effectiveness of the proposed method is evaluated on real datasets, including UCAS-
AOD and NWPU VHR-10. To validate the generalization capability of the proposed method, both faster 
region-based convolutional neural network （Faster R-CNN) and YOLOv8 models are utilized in the object 
detection experiments. Results: The results demonstrate that style transfer can reduce the domain dis⁃
crepancy between synthetic and real data, and yield an enhancement in detection accuracy by utilizing the 
transferred synthetic dataset for pre-training. Specifically, in the absence of real annotated data, the applica⁃
tion of style transfer to the Faster R-CNN model yields an average precision improvement of 8.7% across 
both real datasets. By training the YOLOv8 model on transferred synthetic dataset, it also produces re⁃
markable average precision scores, reaching 80.9% and 66.5% on the respective datasets with intersection 
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over union set to 0.5. Moreover, when a limited amount of real annotated data is available, utilizing the 
transferred simulated sample set for pre-training can enhance the detection accuracy, resulting in the 
highest average precision improvements of 27.9% and 18.5% for Faster R⁃CNN and YOLOv8, respective⁃
ly. Conclusions: The proposed method not only reduces the cost associated with constructing the training 
set for object detection in remote sensing images, but also offers a valuable solution for settings with limited 
real annotated data. The synthetic data and code are available at:https://lsq210.github.io/GTAVDataCol⁃
lection/.
Key words： synthetic data； transfer learning； object detection； remote sensing image； pre-training

遥感图像目标检测技术在各个领域都发挥

着重要作用，可以利用其进行交通流量监控［1］、自

然灾害救援［2］、工程进度监测等，也能够完成对建

筑物［3］、车辆［4］、人员［5］等目标的识别，对场景信息

的迅速获取有着重要意义。

目前已经有许多有效的算法来解决遥感图

像目标检测中的各种问题。传统方法基于人工

设计的特征来检测目标。文献［6］提出了一种使

用二级联线性模型和二进制线性规划来检测船

舶的方法；文献［7］用迭代训练方法提高了不变

Hough 变换的适应性，以解决高分辨率遥感图像

中近岸船舶的检测问题；文献［8］提出了一个由

线性支持向量机（support vector machine，SVM）

组成的框架以完成遥感图像中多类对象检测的

任务。但人工设计的特征依靠主观经验，导致此

类方法泛化能力受限。近年来，深度学习方法极

大地提高了特征提取和描述的效率，促进了遥感

图像目标检测技术的发展。基于区域的卷积神

经 网 络（region-based convolutional neural net⁃
work，R-CNN）被用于检测遥感图像中的各种目

标［9-10］，在检测精度方面取得了显著进展。此后，

在 R-CNN 的基础上，Faster R-CNN［11］、Mask R-

CNN［12］被提出，改进后应用于遥感图像目标检测

任务。为进一步提升目标检测的速度，学者转向

一阶段的目标检测网络，如文献［13］基于 YO⁃
LOv2 体系结构直接预测定向包围盒，用来检测

遥感图像中任意方向的船舶；文献［14］利用改进

的 YOLOv3 网络在具有不同背景干扰的遥感图

像中检测高压电路绝缘体；文献［15］利用改进的

YOLOv5 模型，引入图像跨尺度特征融合与数据

增强，增强了提取复杂目标特征的能力，并减少

图像残缺导致的漏检。

然而，深度学习方法不仅依赖于高质量和大

规模的训练数据集，而且要求待检测的图像与训

练集分布尽可能相同。实际上，由于遥感图像数

据来源不一，拍摄时的角度、高度差异较大，待检

测的新图像往往与现有训练集存在较大的域差

异。而重新构建数据集难度较大，首先，遥感图

像的获取受到天气、政策等限制，部分特殊地区

或军事目标的遥感图像甚至无法获取；其次，即

使已有遥感图像，其复杂的背景、密集的小目标

等特性导致标注过程耗时耗力、成本高昂。由此

可见，数据成为了遥感图像目标检测领域的发展

的一个重要限制因素［16-18］。

为解决特定场景的深度学习训练数据少、获

取难、标注成本高这一问题，不少学者将注意力

转向了模拟数据的研究。模拟数据由计算机生

成，可以消除对人工搜集和标注数据的依赖，成

本较低且解决了真实数据可能带来的隐私问题。

根据模拟数据的生成方式可以将研究分为两类，

第一类是通过融合目标和背景的方式得到合成

图像［19-22］。其中，以文献［22］提出的新型遥感图

像合成管道（remote sensing-image synthesis pipe⁃
line，RS-ISP）方法为例，该方法先通过复制粘贴

操作生成粗糙的合成图像，然后使用协调方法来

约束前景和背景的照明条件，最后生成用来训练

遥感图像舰船检测模型的训练样本。此类方法

能够有效地扩充遥感图像目标检测训练样本，从

而提高检测精度。然而，局限性在于无法适用于

复杂场景，正如现有方法大多是相对简单的海面

或空地背景，一旦涉及到城市、道路等复杂场景，

目标和背景融合时存在的语义和结构问题往往

难以解决。第二类模拟数据生成的方法是基于

游戏或三维渲染引擎构建虚拟三维场景。如文

献［23］基于《侠盗猎车手 5》（Grand Theft Auto 
V，GTA5）开发了一种快速获取真值的方法，成

功构建大型的像素级标注来训练语义分割网络；

文献［24］提出了一种结合模拟引擎内部缓冲区

来获取逼真的计算机图像的方法；文献［25］基于

虚幻引擎构建了一个大规模个人身份识别模拟

数据集；文献［26］利用 Unity 引擎构建用于自主

驾驶的模拟街道场景数据，并获得像素分割标签

和深度图。这类方法主要集中在人群计数、自动

驾驶等领域，但也有部分学者尝试将其应用在遥
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感图像解译领域，并取得了一定成果。如文献

［27］基于 City 引擎构建了一个用于深度估计的

大规模城市地区航空图像模拟数据集  SyntCi⁃
ties；文献［28］基于 Unity 引擎构建了一个用于遥

感图像舰船目标检测的模拟数据集 UnityShip。
总体而言，这类方法支持的场景更为丰富，生成

的模拟数据具有较好的图像质量和保真度。但

由于图像都来自计算机渲染而非真实世界，因此

需要克服模拟数据与真实数据之间存在的域

差异。

生 成 对 抗 网 络（generative adversarial net⁃
work，GAN）［29］是减小两个数据集之间域差异的

常用方法，但标准 GAN 在具体应用时存在训练

不稳定等缺陷，于是便衍生出了一系列变体。

GAN 的变体在遥感图像解译领域也得到了广泛

应用，可用于可见光与红外图像的转换［30］，有积

雪和无积雪场景的卫星图像的转换［31］、光学图像

到数字表面模型的转换［32］以及遥感图像到地图

的转换［33］等。这些应用充分展示了基于 GAN 的

方法在模拟数据与真实数据之间建立桥梁的巨

大潜力。

在上述研究的基础上，本文创新性地将模拟

数据应用于遥感图像目标检测的研究。首先，提

出了模拟数据自动化采集系统并开源，快速、低

成本地构建了一个大规模遥感图像目标检测模

拟样本集；然后，为克服模拟数据和真实数据之

间的域差异，构建循环生成对抗网络（cycle gener⁃
ative adversarial network，CycleGAN）实现跨域图

像之间的特征迁移；最后，在真实数据上进行验

证。本文方法极大地降低了遥感图像目标检测

训练集的构建成本，并在真实数据标注不足的场

景中有效提升了检测精度，具有重要的工程应用

价值。本文构建的模拟数据自动化采集系统和

模 拟 样 本 集 均 已 开 源 ，可 从 以 下 网 址 获 取 ：

https：//lsq210.github.io/GTAVDataCollection/。

1　模拟样本集构建

1.1　模拟数据自动化采集系统

模拟数据可以通过渲染三维对象模型或用

程序编写自定义环境获取，但这样渲染虚拟世界

和模型耗费大量时间和资源，且构建出的虚拟场

景与现实差距较大。更优的方案是从具有高保

真内容的现代开放世界计算机游戏中提取逼真

的图像和数据。因此，本文选择了 GTA5 作为数

据采集的来源，游戏提供了丰富且高度真实的虚

拟世界，包含城市、郊外、公路等非常广阔的场

景，且内置大量的车辆、飞机、船只等模型，支持

各种视角，能够满足遥感视角目标检测的需求。

本文设计的模拟数据自动化采集系统使用

C#进行开发，通过插件实现对 GTA5 原生接口的

调用，结合其他游戏模组和 OpenIV 等编辑器，完

成遥感视角下模拟数据的采集工作。系统调用

了相机位姿、车辆密度、天气等接口，GTA5 在系

统设定下自动加载模型和地图，渲染出遥感视角

下的模拟场景。图 1 为该系统获取的不同场景下

的模拟图像。

在得到模拟遥感图像后，还需要获取目标的

标签信息。本文以车辆目标为例对系统原理进

行介绍。首先，通过调用原生接口获取当前模拟

世界中全部的车辆。由于渲染模拟世界时，视线

内看不见的模型也一并加载，本文使用射线检测

方法将视线内被完全遮挡的车辆目标去除。然

后，对所有车辆进行遍历，得到每辆车的类别、车

辆模型在三维世界中的坐标最大值和最小值。

根据这两个三维的点可以构造出一个三维的包

围盒，再通过计算将三维包围盒的 8 个点全部转

为二维图像的像素坐标。对坐标进行排序可得

到目标车辆的矩形包围盒左上角坐标和右下角

图 1　不同场景下的模拟遥感图像

Fig. 1　 Synthetic Remote Sensing Images in 
Different Scenes
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坐标。经过以上步骤，将目标的类别、位置信息

和图像的相关信息等一同存入标签文本文件。

系统按照设定的时间间隔自动采集训练数据，以

采集时刻的时间戳命名图像和标签，二者一一对

应。每个标签第一行是所对应图像的长和宽，与

使用的计算机屏幕分辨率有关；第二行是相机的

位姿，第三行至最后一行是每个实例的标注信

息。系统同时将标注信息绘制在模拟图像中，以

供用户检查。含有车辆标注信息的模拟遥感图

像如图 2 所示，其中红色矩形框代表的是小型车

辆的包围盒，绿色矩形框代表的是大型车辆的包

围盒，矩形框下方是对应目标的编号和类别。

本文提出的模拟数据自动化采集系统可支

持自定义目标类别，可扩展至飞机、船只等目标

检测。与其他生成模拟数据的方法相比，本文无

需花费成本构建虚拟场景，即可得到丰富且逼真

的虚拟世界，此外，调用原生接口得到目标标注

的方式不额外占用计算机渲染资源，使得系统能

持续稳定运行。理论上讲，一旦拥有足够的存储

空间，使用该系统就可以获得任意数量、自定义

场景的模拟图像，无需任何人工参与就同时得到

了较为准确的标注。

1.2　遥感图像车辆目标检测模拟样本集

通过模拟数据自动化采集系统获取模拟遥

感图像和车辆目标信息。在数据采集过程中，将

相机设为俯视视角，时间设置为 8 时至 18 时，尽

可能接近真实遥感图像生成条件。在具有车辆

的场景中随机选择多个点，生成相机飞行轨迹。

为保证车辆目标的广泛性和背景的多样性，本文

选择了丰富的场景，包括城市道路、停车场、郊

区、桥梁等，构建了面向遥感图像目标检测的大

规模模拟样本集 GTA5-Vehicle，共有 1 520 张图

像，尺寸为 2 048 × 1 125 像素，其中准确标注了

29 657 个车辆实例，包括轿车、跑车、工业用车、摩

托车等 17 个类别。更多关于数据的详细信息可

通过本文所附的开源网址获得。

为了直观呈现模拟样本集的目标信息，本文

统计了目标包围盒面积和目标密度，并与公开的

真实遥感图像目标检测数据集 UCAS-AOD 进行

对比分析，结果如图 3、图 4 所示，其中目标密度是

每张图上的目标个数。由图 3 可以看出，模拟样

本集与真实样本集的目标包围盒面积分布很接

近；由图 4 可以看出，两个数据集的目标密度大多

集中在 0~20 之间。综合来看，GTA5-Vehicle 在

目标包围盒面积和目标密度的分布上与 UCAS-

AOD 具 有 较 高 的 相 似 度 ，但 在 数 量 上 远 超

UCAS-AOD，因此可以作为真实数据有价值的

补充。

表 1 列举了现有遥感图像车辆目标检测数据

集与其他真实数据集的比较结果。由表 1 可见，

本文所构建的 GTA5-Vehicle 数据集在图像、车

辆样本和车辆类别等方面的数量都是最多的。

图 4　目标密度直方图

Fig. 4　Histogram of Object Density

图 3　目标包围盒面积直方图

Fig. 3　Histogram of Bounding Box Areas of Objects

图 2　含有车辆标注信息的模拟遥感图像

Fig. 2　Synthetic Remote Sensing Image with 
Vehicle Annotations
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1.3　模拟遥感图像风格迁移

尽管在生成遥感图像目标检测模拟样本集

时已经考虑到了成像时间、相机高度、背景等多

个因素，但由于模拟遥感图像与真实遥感图像在

色彩饱和度、纹理、清晰度等方面存在着不可避

免的区别，模拟数据集和真实数据集仍存在一定

的域差异。因此，为了进一步减小二者之间的域

差异，本文构建了将模拟遥感图像风格迁移至真

实遥感图像的 CycleGAN。在图像内容不变的情

况下，使用该网络将模拟遥感图像的风格转换成

和真实遥感图像风格一致。

很多非遥感图像风格迁移方法已取得较好

的成果［39］，但无论是将照片转换成画作，还是生

成艺术字，这些风格迁移方法注重的是艺术美

感，同时也容易引入伪影和结构扭曲现象。本文

研究目标是在风格迁移过程中尽可能保持图像内

容的一致性，以确保迁移后的图像能够满足真实

传感器所捕捉图像的色彩域要求，同时符合地物

分布的合理性。鉴于此，在 GAN 基础上加入循环

一致性损失［40］，构建的 CycleGAN 如图 5所示。

假设模拟遥感样本集和真实遥感样本集的

样本空间分别是 X 和 Y，给定了各自训练样本

{xi}
N

i = 1
和 { yj}

M

j = 1
，其中 xi ∈ X，yj ∈ Y。目标是实

现模拟遥感图像{xi}
N

i = 1
到真实遥感图像{ yj}

M

j = 1

的风格迁移，即求得 X 到 Y 的映射。将映射关系

称为生成器，可以构建两个生成器，G 是一个将模

拟遥感图像转化为真实遥感图像的生成器，F 则

是一个将真实遥感图像转化为模拟图像的生成

器。将模拟遥感图像 x 输入生成器 G 后得到的图

像称为伪造的真实遥感图像 G（x），将真实遥感图

像 y 输入生成器 F 后得到的图像称为伪造的模拟

遥感图像 F（y）。同时，设置 DX 和 DY 作为判别

器，DX 用来辨别模拟遥感图像集 { xi }与生成网络

输出的伪造的模拟遥感图像集 { F ( y ) }，DY 用来

辨别真实遥感图像集 { yj } 与伪造的真实遥感图

像集 { G ( x ) }。由此可以构造两个映射函数的对

抗损失，以映射函数 G 和它的判别器 DY 为例，该

部分的对抗损失 LGAN 的计算式为：

LGAN (G,DY,X,Y )= Ey ∼ py ( y )[ lg DY ( y )]+
Ex ∼ px ( x )[ ]lg ( 1 - DY ( G ( x ) ) )

   （1）

式中，Ey ∼ py ( y )[ lg DY ( y )]指的是从真实遥感图像

样本集分布 py 中采样得到的样本 y 输入判别器

DY 后得到的结果，该值越接近 1，意味着判别器

DY 越 能 够 准 确 地 识 别 真 实 遥 感 图 像 。 对 于

表 1　遥感图像车辆检测数据集对比

Table 1　Comparison of Vehicle Detection Datasets in Remote Sensing Images

数据集

UCAS-AOD[34]

TAS[35]

NWPU VHR-10[36]

VEDAI[37]

DLR 3K Vehicle[38]

GTA5⁃Vehicle

图像数量/张
510

30
86

1 210
20

1 520

车辆样本/个
7 114
1 319

598
3 640

14 235
29 657

车辆类别

1
1
1
9
2

17

图片宽度/像素

~1 000
792

~1 000
1 024
5 616
2 048

图 5　循环生成对抗网络框架

Fig. 5　Framework of Cycle Generative Adversarial Network
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Ex ∼ px ( x )[ ]lg ( 1 - DY ( G ( x ) ) ) ，x 为从模拟遥感图

像样本集分布 px 中采样得到的样本，G ( x ) 为
经过生成器 G 生成的伪造的真实遥感图像，那

么 Ex ∼ px ( x )[ ]lg ( 1 - DY ( G ( x ) ) ) 的 值 越 大 ，则

DY ( G ( x ) )越接近 0，意味着判别器 DY 越能准确

地判断出这是个伪造样本，从而给出低分。

如上所述，判别器 DY 越能准确地区分真实

遥感图像 y 和伪造的真实遥感图像 G ( x )，损失就

越大，因此将其记为 maxDY
；相反地，生成器 G 致

力于使伪造的真实遥感图像 G ( x )和真实遥感图

像 y 尽可能相似，导致判别器发生误判，即希望该

损失最小，将其记为 minG。该 GAN 训练的目标

是 minG  maxDY
 LGAN (G，DY，X，Y )。同样地，生成

器 F 和 它 的 判 别 器 DX 的 训 练 目 标 是

minF  maxDX
 LGAN (F，DX，Y，X )。

然而，仅仅使用这一个损失是无法训练出有

效的风格迁移模型，原因是有无数个生成器 G 都

可以使 G ( x )达到与真实遥感图像 y 相近的分布。

如 G 可以将全部的模拟遥感图像 x 都转化为样本

空间 Y 中的同一张图片，也能达到骗过辨别器 DY

的效果。为此，本文引入循环一致性损失来对生

成器进行约束，该损失 L cycle 的计算式为：

L cycle(G,F )= Ex ∼ px ( x )[ F ( G ( x ) )- x ]+

Ey ∼ py ( y )[ G ( F ( y ) )- y ]
  （2）

式中，F ( G ( x ) )代表模拟遥感样本 x 经历了一个

周期的迁移之后的图像，该图像与原始图像 x 越

相 同 ，那 么 Ex ∼ px ( x )[ F ( G ( x ) )- x ] 越 小 。 同

理，Ey ∼ py ( y )[ G ( F ( y ) )- y ]代表真实遥感样本 y

经历了一个周期的迁移之后的图像 G ( F ( y ) )与 y

之间的差异。

循环一致性损失的引入可以使得模拟遥感

图像在迁移过程中保持内容不变，将对抗损失和

循 环 一 致 性 损 失 相 加 得 到 全 部 的 损 失 ，计 算

式为：

L (G,F,DX,DY )= LGAN (G,DY,X,Y )+
LGAN (F,DX,Y,X )+ λL cycle(G,F )     （3）

式中，λ 是控制两个损失权重的参数。

本文将模拟遥感样本集 GTA5-Vehicle 作为

源域，真实遥感样本集 UCAS-AOD 作为目标域，

输入 CycleGAN，输出结果如图 6 所示。图像包

含空地、树木、房屋、草地、水面等地物和车辆目

标，从目视的角度看迁移后的遥感模拟图像在纹

理、色彩、明暗等方面均更加接近真实遥感图像。

除了从主观的角度对迁移后的图像进行定

性评价，一般非遥感图像风格迁移还会参考一些

反映生成图像质量的客观指标，如峰值信噪比、

结构相似性指数等。然而，本文风格迁移的目标

是增强模拟遥感图像在实际遥感应用场景中的

适用性。因此，本文提出在真实图像上进行目标

检测实验结果来反映风格迁移效果，这种评估方

法体现了遥感领域的独特性，提供了更有现实意

义的结果。

2　基于模拟样本集的遥感图像目标

检测

2.1　实验数据和模型介绍

为了验证模拟数据的有效性和泛化性，本文

选用了两个公开的真实遥感图像目标检测数据

集 进 行 实 验 ，分 别 是 UCAS-AOD 和 NWPU 
VHR-10。UCAS-AOD 是由中国科学院大学构

建的高清遥感图像集，实验从中选取了具有车辆

目标的图像共 510 张，包含公路、停车场、居民区

等多个场景。NWPU VHR-10 数据集由西北工

图 6　将模拟图像迁移到真实图像的结果

Fig. 6　Results of  Synthetic Images Transferred 
to Real Images
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业大学发布，共有 86 张具有车辆目标的图像，包

含 RGB 图像和锐化彩色红外图像。实验选用的

模拟数据来自模拟遥感图像车辆检测数据集

GTA5-Vehicle，经过风格迁移后生成模拟遥感图

像车辆检测数据集 Tr-GTA5-Vehicle。由于两个

真实数据集的标注里仅限于车辆这一大类目标，

不具备更细粒度的子类目标，因此本实验中的模

拟数据集也不再对子类目标进行区分。模拟数

据集按 8∶2 随机划分成训练集和验证集，真实数

据集按 6∶2∶2 随机划分成训练集、验证集和测

试集。

现有目标检测网络大致划分为一阶段和二

阶段两类。二阶段的目标检测网络需要先生成

预选框，再进行细粒度的目标检测。而一阶段的

目标检测网络则没有产生候选区域的阶段，直接

生成目标的类别概率和位置信息。为验证本文

方法的适用性，分别从一阶段和二阶段网络中各

选一个作为目标检测实验的模型。结合遥感图

像目标小而密集、存在噪声等干扰因素的特点，

本文选择了基于特征金字塔的 Faster R-CNN［11］

和 YOLOv8［41］进行实验。

2.2　基于模拟样本集的遥感图像目标检测实验

基于遥感图像目标检测实际应用中存在的

样本难获取、标注成本高的情况，本文设计了两

组实验：（1）在无真实数据标注场景下，分别使用

模拟样本集 GTA5-Vehicle 和风格迁移后的模拟

样本集 Tr-GTA5-Vehicle 训练目标检测网络，均

在真实样本集的测试集上进行测试，对比测试结

果从而验证风格迁移的有效性，并且评估无真实

标注时只使用模拟数据能达到的目标检测效果；

（2）在有少量真实数据标注场景下，利用模拟样

本集训练出的网络作为预训练网络，引入不同数

量的真实数据进行微调，并在真实样本的测试集

上进行测试。将该测试结果与不使用模拟样本

集作为预训练的测试结果进行对比，验证本文方

法能否解决只有少量真实标注数据时的遥感图

像目标检测问题。

2.3　结果评价指标

在目标检测领域，常用交并比（intersection 
over union，IoU）来评价预测框与真实框（ground 
truth，GT）之间的接近程度，其计算式为：

IoU (Bi,BGT)= Bi ∩ BGTi

B i ∪ BGTi
（4）

式中，Bi 为模型输出的预测框；BGTi 为标注的真实

框。对于单个目标样本，若 IoU 值大于设定的阈

值，则说明该样本被正确检测。统计所有样本的

检测结果，可计算出准确率 P 和召回率 R，计算式

分别为：

P = N TP

N TP + N FP
× 100% （5）

R = N TP

N TP + N FN
× 100% （6）

式中，TP（true positive）为真正例，NTP 表示正确

检测到的样本数量；FP（false positive）为假正例，

NFP 表示误检的样本数量；FN（false negative）为

假负例，NFN 表示缺失的真实样本数量。P⁃R 曲

线下的面积为平均精度（average precision，AP），

R⁃IoU 曲线下面积的两倍为平均召回率（average 
recall，AR），特定的 IoU 阈值为 0.5 时对应的平均

精度，记作 AP0.5，本文以 AP 作为主要评价指标，

同时参考 AP0.5和 AR。

2.4　实验结果分析

无真实数据标注场景下的实验结果如表 2 所

示。将使用 GTA5-Vehicle 和 Tr-GTA5-Vehicle
作为训练样本集的检测结果进行对比可以看出，

风格迁移有效提升了目标检测模型的各项指标。

对 Faster R⁃CNN 而言，风格迁移在两个真实数据

集上的 AP、AP0.5 和 AR 分别平均提升了 8.7%、

17% 和 9.8%；在 YOLOv8 上，风格迁移后模型在

两个真实测试集上的各项指标均提升了 2%~
5%。由此可见，对模拟数据集进行风格迁移处

理有助于减小模拟数据和真实数据之间的差异。

风格迁移对于 YOLOv8 的提升较 Faster R⁃CNN
更小，其原因可能是 YOLOv8 使用 GTA5-Vehi⁃
cle 训练得到的模型已具有较好的目标检测能力，

如在 UCAS-AOD 测试集上，IoU 阈值设为 0.5
时，AP0.5达 76.0%，召回率接近 70%。实验表明，

在没有任何真实数据标注的情况下，本文构建的

模拟样本集能在真实遥感图像上进行目标检测，

并且风格迁移后的效果更佳，YOLOv8 在两个数

据集上的 AP0.5 分别达 80.9% 和 66.5%，AR 分别

达到 72.7% 和 61.6%。

综上可知，风格迁移对目标检测各项指标都

有所提升，因此本文实验直接将 Tr-GTA5-Vehi⁃
cle 作为模拟样本。具体地，首先在 Tr-GTA5-

Vehicle 上将训练好的模型作为预训练模型，再使

用少量真实样本进行微调，最后在真实数据测试

集上进行测试。为探究真实样本数量可能带来

的影响，本文先从 UCAS-AOD 的训练集的 306
张图像中随机抽取 20 张、50 张、100 张图像进行

实验，再从 NWPU VHR-10 的训练集的 52 张图

像中随机抽取 10 张、20 张图像进行实验。
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在少量真实数据标注场景下，UCAS-AOD
数据集和 NWPU VHR-10 数据集的实验结果如

表 3 所示。由表 3 可以看出，相较于不使用模拟

样本，使用模拟样本进行预训练的平均精度和平

均召回率都更高。一方面，样本数量越小，模拟

样本的提升效果越显著。以 UCAS-AOD 数据集

为例，真实标注图像为 20、50、100、306 张时，基于

模拟样本的方法使得 Faster R-CNN 的 AP 分别

提升了 27.5%、5.9%、1.8%、0.5%，同时 YOLOv8
的 AP 分别提升了 18.5%、10.1%、7.4%、2.3%；

另一方面，在只有极少真实标注图像的极端情况

下，基于模拟样本的方法也能较好地完成遥感图

像目标检测任务。在 UCAS-AOD 数据集上，仅

使用 20 张真实样本即可使得 Faster R-CNN 和

YOLOv8 的 AP0.5 分别达到 94.4% 和 84.0%。在

NWPU VHR-10 数据集上，本文方法仅使用 10 张

真实样本，Faster R-CNN 和 YOLOv8 的 AP0.5 均

达到 93.7%。

此外，由表 3 可知，有模拟样本时，使用 20 张

真实标注图像微调得到的模型甚至优于无模拟

样本时使用 100 张真实标注图像训练得到的

模型。

上述结果证明了在没有或只有少部分真实

数据的情况下，使用本文构建的模拟数据和迁

移方法训练目标检测模型的可行性，极大地减

小了获取和标注真实数据的成本，且接近甚至

优于使用更多真实数据所训练出的模型。

结合检测的具体图像分析，若背景较为简

单、实例个数少时，有无风格迁移都能将车辆检

测出来。但是当车辆实例密度较多时，原始模

拟数据存在很多漏检的现象，如图 7 所示。

图 8 是基于模拟数据预训练后，只使用 20 
张真实图像时的 Faster R-CNN 在 UCAS-AOD
测试集上的检测结果图。由图 8 可以看出，在所

选的 4 种不同的场景中，车辆都能被检测出来，

在车辆排列密集的图像上也不存在漏检情况，

并且部分被树木遮挡的车辆也能被精准地识别

出来。

表 2　无真实数据标注场景的实验结果/%
Table 2　Experiment Results Without Real Data Annotations/%

测试集

UCAS-AOD

NWPU VHR-10

平均提升

训练集

GTA5-Vehicle
Tr-GTA5-Vehicle

GTA5-Vehicle
Tr-GTA5-Vehicle

Faster R-CNN
AP
17.8
26.1
20.8
29.8
8.7

AP0.5

49.0
68.2
45.0
59.9
17.0

AR
25.9
34.3
23.6
34.8
9.8

YOLOv8
AP
29.2
32.7
29.1
30.6
2.5

AP0.5

76.0
80.9
64.3
66.5
3.6

AR
69.2
72.7
57.5
61.6
3.8

表 3　真实数据标注场景下 UCAS-AOD和 NWPU VHR-10测试集的实验结果/%
Table 3　Experiment Results of UCAS-AOD and NWPU VHR-10 Test Datasets with Real Data Annotations/%

测试集

UCAS-AOD

NWPU VHR-10

真实标注图像数量

20

50

100

306

10

20

52

有无模拟数据

无

有

无

有

无

有

无

有

无

有

无

有

无

有

Faster R-CNN
AP
22.7
50.2
47.3
53.2
52.2
54.0
57.6
58.1
32.0
59.5
50.5
62.2
64.6
68.7

AP0.5

65.4
94.4
91.8
93.7
93.6
94.8
97.1
97.1
69.9
93.7
89.4
92.9
92.9
95.2

AR
35.3
58.3
55.3
61.1
60.0
62.2
64.8
65.4
52.9
67.9
60.3
69.5
72.7
75.2

YOLOv8
AP
23.6
42.1
37.7
47.8
41.9
49.3
57.9
60.2
43.4
58.8
48.9
63.9
67.6
70.8

AP0.5

51.0
84.0
75.6
91.2
82.9
89.7
97.5
98.0
78.2
93.7
77.5
93.9
95.4
97.0

AR
16.4
91.6
59.5
82.6
72.3
81.5
92.8
95.7
26.0
90.4
36.7
90.4
90.7
93.2
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3　结　语

传统方式构建遥感图像目标检测训练样本

成本高昂，甚至部分特殊地区或军事目标的遥感

图像无法获取。因此，本文提出了一种利用模拟

数据进行遥感图像目标检测的方法。首先，创新

性地设计了模拟数据自动化采集系统，基于此构

建了一个包含 29 657 个车辆实例的遥感图像目

标检测模拟样本集；然后，通过构建 CycleGAN 将

模拟遥感图像风格迁移至真实遥感图像；最后，

分场景对本文构建的模拟数据集和方法的有效

性进行评估分析。在无真实数据标注场景下，风

格迁移能显著提高目标检测模型的精度，迁移后

的模拟数据训练得到的 YOLOv8 在两个数据集

上的 AP0.5分别达 80.9% 和 66.5%；在有少量真实

数据标注场景下，将模拟样本集作为预训练可大

幅提升检测精度。有模拟样本时使用 20 张真实

标注图像微调得到的模型甚至优于无模拟样本

时使用 100 张真实标注图像训练得到的模型。实

验证明本文方法在没有或少量真实标注数据的

情况下，能够降低人工标注的成本，通过快速构

建模拟样本集的方式对目标检测模型进行训练，

从而有效提升目标检测精度，具有一定的现实意

义。下一步的研究重点是扩充模拟样本集，并在

更多的真实数据上进行测试。
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